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1 はじめに
構文的な統計情報を用いた構文解析に関する研究は

近年盛んに行われている [2, 11]．構文的な統計情報と
は，ここでは文の構文的な構造や文節間の係り受け関
係などについて，どのようなパタンが現われやすいの
かといった傾向を示す統計的な情報を指す．一般に，構
文的な統計情報は，その訓練データとして，構文木や
文節間の係り受け関係などの構文的な情報が付与され
たコーパスが必要となる．日本語のテキストコーパス
についても，EDRコーパス [7] や京大コーパス [6] な
ど，構文的な情報が付与されたコーパスの整備が進ん
だことが，統計的構文解析に関する研究が行われるよ
うになった要因のひとつとして挙げられる．
しかしながら，これらのコーパスを構文的な統計情
報の学習に直接用いることができない場合も多い．な
ぜなら，構文的な統計情報を利用した構文解析システ
ムの基盤となる文法や品詞体系が，コーパスに付加さ
れた構文情報の基盤となる文法や品詞体系と必ずしも
一致しないためである．例えば，句構造文法に基づく
構文解析システムがあり，その解の優先順位付けのた
めに構文的な統計情報を学習する場合には，文節間の
係り受け関係が付与されたコーパスや，異なる句構造
文法や品詞体系に基づく構文木が付与されたコーパス
からは直接学習することはできない．統計情報を用い
て文節の係り受け解析を行うシステムについても，京
大コーパスのような文節の係り受け関係が付与された
コーパスを学習に利用することが考えられるが，その
場合，文節切りの基準がシステムと学習用コーパスと
で一致していなければならない．文節の単位としては
“1個の自立語と 0個以上の付属語を 1つの文節とする”
という基準が一般的ではあるが，例えば「三十日夜、」
という文字列について，これを 1つの文節とするかそ
れとも「三十日」と「夜、」の 2つの文節に分けるかと
いった複合名詞の切り方などで，文節切りの基準が一
致しない場合もある．同様に，品詞体系の違いも構文
的な統計情報の学習においてしばしば問題となる．品
詞体系の違いとは，具体的には単語分割の基準の違い
や，品詞をどれだけ細かく分類するかといった品詞の
粒度の違いなどがある．これに対し，異なる 2つの品

詞体系の品詞間の対応を取る試みもいくつか行われて
いる [4, 10]．
このような背景から，構文的な統計情報を学習する
際に，構文的な知識が付与されていないコーパスを利
用する，いわゆる教師なし学習を行うことを考える必
要がある．しかしながら，教師なし学習によって獲得
される知識は一般に品質が悪い．正解事例に相当する
知識を全く使わないのではなく，構文的な統計情報の
学習の手がかりとなるような知識は積極的に利用する
べきである．そのような知識のひとつとして，単語の
共起関係や単語の出現頻度といった語彙的な統計情報
が挙げられる．語彙的な統計情報は構文的曖昧性解消
の精度向上に有効であると考えられ，曖昧性解消のた
めのモデルにこのような語彙的な統計情報を組み込む
試みは数多く行われている [1, 2, 11]．また，語彙的な
統計情報は，品詞付きコーパスなど，構文的な知識が
付与されていないコーパスからでも十分学習すること
が可能である．本研究では，品詞付きコーパスから事
前に学習された単語の共起関係や出現頻度を構文的な
統計情報の学習に利用する手法を提案する．

2 統計的構文解析のためのモデル
本節では，本研究で用いる，形態素・構文解析の曖

昧性を解消するための確率モデルについて概説する．
図 1 は形態素・構文解析結果の例である．図 1 に

おいて，R は文の構文的な構造を表わす構文木, L は
品詞の集合，W は単語の集合を表わす．また，構文木
R は品詞 L を葉とすることを仮定する．本研究では，
図 1のような解析結果R, L, W に対し，その生成確率
を式 (1)に示した確率モデル [9]によって推定し，この
値の大きい解析結果を選択することにより曖昧性を解
消する．

P (R) · P (W |L) · D(W |R) (1)

以下，式 (1)を構成する 3つのサブモデルについて説
明する．
第 1項 P (R)は構文モデルである．このモデルは構

文木R の生成確率を与える確率モデルであり，構文的
な統計情報が反映される．構文モデルとしては，R の
生成確率を与えるモデルであれば，例えば確率文脈自
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図 1: 解析結果の例

由文法や確率一般化 LRモデル [5] (以下，PGLRモデ
ル)など，任意のモデルを用いることができる．
第 2項 P (W |L)は単語導出モデルである．このモデ

ルは単語集合W の生成確率であり，式 (2)に示すよう
に，各品詞 li から単語 wi が文脈自由に導出される確
率の積として推定する．

P (W |L) �
∏

wi∈W

P (wi|li) (2)

第 3 項 D(W |R) は従属係数モデルである．このモ
デルは単語の共起関係を反映した統計量であり，式 (3)
に示すように，各単語wi と単語生成文脈 cij の従属係
数D(wi|li[cij ]) の積として推定される．

D(W |R) =
∏

cij∈C

D(wi|li[cij ]) (3)

ここで，単語生成文脈 cij とは，単語wi の導出に深く
関わりがあると思われる入力文中の他の単語を指す．例
えば，単語wi が動詞の格要素となる名詞 (図 1の例で
は「みかん」)であるとき，単語生成文脈 cij を表層格
と主辞となる動詞 (図 1の例では「を:食べ (る)」)とす
れば，動詞と格要素の共起関係がモデルに反映される．
従属係数D(wi|li[cij ])は，cij と共起するという条件の
下で品詞 li から単語wiが導出される確率 P (wi|li[cij ])
と，そのような制約なしに品詞 li から単語 wi が導出
される確率 P (wi|li) の比と定義する (式 (4))1．

D(wi|li[cij ])
def
=

P (wi|li[cij ])
P (wi|li) (4)

3 モデルの学習
式 (1)の 3つのサブモデルのうち，構文的な統計情

報を反映しているのは構文モデル P (R) である．本研
1式 (4)の対数を取ると，wi と cij の相互情報量になる．すなわ

ち，D(wi|li[cij ])は wi と cij の共起の強さを表わす統計量である．

究では，この構文モデルを，教師データとなる構文的
な情報が付与されたコーパスを用いずに学習する．一
方，P (W |L)は単語の出現頻度を，D(W |L)は単語の
共起関係を反映したサブモデルである．これらの語彙
的な統計情報は構文モデルとは独立に学習し，構文モ
デルの学習時に利用する．以下，これらのサブモデル
の学習手法について述べる．

3.1 構文モデル P (R) の学習
構文モデルを学習するための訓練コーパスとしては，

何も情報が付加されていない平文コーパスを利用する．
以下にその手順を示す．

1. 初期構文モデル P0(R)を学習する．訓練コーパス
の文に対して形態素・構文解析を行い，単語数最小
法などのヒューリスティクスを用いて，最も正し
いと思われる構文木を 1つだけ取り出す．得られ
た構文木を教師データとして P0(R) を学習する．

2. 訓練コーパスの例文の形態素・構文解析を行い，そ
れぞれの例文について，確率モデルPi(R)·P (W |L)·
D(W |R) の値の大きい上位 Tn 個の構文木を取り
出す．これらの構文木を教師データとして，新た
な構文モデル Pi+1(R) を学習する．

3. i の値を 1増やす．
4. 訓練コーパス中の各例文について，確率モデルの
値の最も大きい構文木が変化しなくなるまで，2.,3.
の操作を繰り返す．

2.の操作で用いる確率モデルのうち，単語導出モデル
P (W |L)と従属係数モデルD(W |R)は，品詞付きコー
パスから事前に学習する．これは，構文モデルとは独立
に学習される単語の共起関係や単語の出現頻度といっ
た語彙的な統計情報を曖昧性解消に利用することによ



り，構文モデル Pi(R) の反復学習の精度を向上させる
ことを目的としている．

3.2 単語導出モデル P (W |L) の学習
単語導出モデル P (W |L)の学習には品詞付きコーパ
スを用いる．統計情報を学習する対象となる解析シス
テムの品詞体系 Ls と訓練コーパスの品詞体系 Ltが一
致している場合には，式 (2)に示した単語導出モデル
の各項は式 (5) のように最尤推定すればよい．

P (w|l) =
O(w, l)∑

w∈l O(w, l)
(5)

ここで，O(w, l) は品詞 l を持つ単語 w の出現頻度で
ある．しかしながら，2つの品詞体系 Ls と Lt が必ず
しも一致しているとは限らない．Ls と Lt が異なる場
合，ある品詞体系 Lc があり，Ls の品詞から Lc の品
詞への対応，ならびに Lt の品詞から Lc の品詞への対
応は一意に決まると仮定する．このような条件を満た
す品詞体系 Lc は必ず存在するわけではないが，Lc と
して「名詞」や「助詞」などの粗い品詞体系を仮定す
れば，2つの品詞体系 Ls, Lt の差異を吸収する品詞体
系 Lc を決めることは比較的容易であると考えられる．
さらに，解析システムの品詞体系 Ls の品詞 ls から単
語 w が導出される確率を式 (6)により推定する．

P (w|ls) =
O(w, lc) + γ∑

w∈ls
( O(w, lc) + γ )

(6)

ここで，O(w, lc) は品詞 lc(∈ Lc) を持つ単語 w の訓
練コーパスにおける出現頻度であり，γ は確率モデル
の平滑化のために全ての単語の出現頻度に足される定
数である．
この方法は，品詞の粒度の違いは考慮されているが，
単語分割の基準の違いについては考慮されていないと
いう問題点も残されている．

3.3 従属係数モデルD(W |R)

従属係数モデルの各項 (式 (4))の推定について説明
する．式 (4)の分母は文脈自由な単語の導出確率であ
るので，式 (6)によって推定する．また，式 (4)の分子
も，式 (6)と同様に，式 (7)のように推定する．

P (w|ls[c]) =
O(w, lc, c) + γ∑

w∈ls
( O(w, lc, c) + γ )

(7)

O(w, lc, c)は，訓練コーパスにおいて，品詞 lc を持つ
単語 w が単語生成文脈 c と共起する頻度を表わす．
例えば，表層格 pの格要素である名詞 w と，その主

辞となる動詞 v の共起関係をモデルに反映させる場合

には，単語生成文脈 c を「p :v」とし，D(w|Ns[p :v])
という従属係数を学習すればよい．この従属係数を学
習するためには，共起頻度O(w, lc, p :v)を獲得しなけ
ればならない．この共起頻度は，例えば「名詞 + 格助
詞 + 動詞」という品詞が連続して並んでいればこれを
共起事例として数え上げるといったヒューリスティク
スを使えば，品詞付きコーパスからでも学習すること
が可能である．他にも，格と動詞の共起関係や，修飾・
被修飾関係にある名詞間の共起関係なども，同様にモ
デルに反映させることができる．

4 予備実験
本節では，3節で提案した手法を評価するために行っ

た予備実験について述べる．
形態素・構文解析を行うシステムとして，現在我々

が公開している MSLRパーザ2を使用した．また，解
析用の文法と辞書として，MSLRパーザに付属のもの
(以下，それぞれ MSLR文法，MSLR辞書と呼ぶ)を
使用した．MSLR 文法は，図 1 のような文節のまと
まりと文節間の係り受け関係を表わす構文木を生成す
る．MSLR文法の規則数は 1,498，非終端記号数は 220，
前終端記号数 (品詞数)は 556である．MSLR辞書は，
EDR日本語単語辞書 [7]を元に作成された辞書であり，
241,189個の単語が登録されている．
まず，品詞タグが付与されている RWCコーパス [3]

から単語の出現頻度 O(w, lc) を求め，単語導出モデ
ル P (W |L) を推定した．RWCコーパスの品詞体系と
MSLR文法の品詞体系が異なるため，両者の差異を吸
収する品詞体系 Lc として，「名詞」「助詞」などの粗い
品詞体系を設定した．また，活用語については，RWC
コーパスが語幹と語尾をひとつの単語としていたのに
対し，MSLR文法の品詞体系では語幹と語尾は異なる
単語としていたため，RWCコーパス中の活用語を全
て語幹と語尾に自動的に分割し，単語の出現頻度を求
めた．
式 (6)の推定には表記と品詞体系 Lcによる品詞が一

致した単語のみを使用する．RWCコーパス中の単語
数を表 1 の「総単語数」に，式 (6)の推定に実際に利
用した単語数を「使用単語数」に，その割合を「使用
率」にそれぞれ示す．異り数での使用率が約 15%であ
るのに対し，のべ数での使用率が約 86%であることか
ら，RWCコーパスの品詞体系とMSLR文法の品詞体
系の品詞間の対応は，高頻度語については比較的よく
取れていることが推察できる．
次に，従属係数モデルD(W |L)を推定した．今回の

2http://tanaka-www.cs.titech.ac.jp/pub/mslr



表 1: 単語導出モデルの推定に使用したデータ

総単語数 使用単語数 使用率

のべ数 142,555,149 123,425,604 86.58 %
異り数 440,216 67,342 15.30 %

実験では，モデルに反映させる単語の共起関係として，
格要素となる名詞とその係り先の動詞との間の共起関
係のみを考慮した．RWCコーパスと EDRコーパスか
ら，名詞 nが動詞 v の表層格 (助詞)p の格要素となる
事例 (n, p, v) をのべ 7,864,359組抽出し，これをもと
に式 (7)を推定した．
最後に，構文モデル P (R) を学習した．構文モデル

P (R)を与える確率モデルとしては PGLRモデルを使
用した．構文モデルを学習するための訓練テキストと
して，EDRコーパスの例文 1万文を用意し，3.1 節で
示したように，これらの文の解析と構文モデルの学習
を 5回繰り返した．初期構文モデル P0(R) の学習は，
単語数最小法と文節数最小法のヒューリスティクスな
どにより，訓練テキストに対する構文解析結果を一意
に決め，それらをもとに学習した．

25個の評価用例文について形態素・構文解析を行い，
学習された 3つのサブモデルPi(R), P (W |L)，D(W |R)
による曖昧性解消の精度を調べた．まず，3.1項の 2.の
操作において，上位 Tn個3の構文木を選ぶモデルとし
て，構文モデル Pi(R)だけを用いて学習を繰り返した
場合，正解となる構文木を付与できた文の数は，i = 0
のときに 3 個，i = 5 のときに 6 個であった．次に，
単語導出モデル・従属係数モデルを組み合わせたモデ
ル Pi(R)P (W |L)D(W |R) を用いたところ，正解とな
る構文木を付与できた文の数は変わらなかった．
現段階では，我々はMSLR文法による構文木が付与

された十分な量の評価用データを持っていないため，今
回の実験では 25個の例文についてしか評価を行わな
かった．そのため，語彙的な統計情報を利用したこと
による改善は認められなかった．今後は十分な量の評
価用データを作成し，単語の共起関係，単語の出現頻
度といった語彙的な統計情報を構文的な統計情報の学
習に利用することの有効性を検証する予定である．

5 おわりに
本研究では，品詞付きコーパスから事前に学習され

た単語の共起関係や単語の出現頻度といった語彙的な
統計情報を利用して，構文的な統計情報の教師なし学
習を行う手法について述べた．ここで提案した手法で

3今回の実験では Tn = 10 とした．

は，構文的な統計情報を学習する際に，語彙的な統計
情報は利用しているが，構文的な知識については何も
使わないということを前提としていた．しかしながら，
たとえ部分的であっても構文的な知識を与えることが
できれば，学習の精度も向上すると考えられる [8]．句
構造文法の場合には，文法体系の異なる構文木が付与
されたコーパスの情報を利用することは難しいが，今
回の実験のような文節の係り受け解析を前提にした文
法を用いる場合には，例えば文節の係り受け解析の情
報が付与されたコーパスの利用を考えるべきである．文
節切りの基準が異なるために，コーパスにある全ての
情報をそのまま利用することはできないにしても，文
節境界が一致する例文に付与された情報は利用できる
だろう．今後は，異なる文法や品詞体系を基準とする
構文的な情報が付与された既存のコーパスを構文的な
統計情報の学習に利用することも検討していきたい．
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