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1 はじめに
本論文はコーパスに出現する単語の意味を自動的に弁

別する手法について述べる．通常の語義曖昧性解消では，
単語の意味 (語義)を辞書などによってあらかじめ定義
し，特定の文脈中に出現した単語の意味を定義された語
義の中から選択する．ところが，単語の意味は日々変化
し，新しい意味や用法も生まれている．あらかじめ語義
を定義するというアプローチではこのような単語の意味
の変化に対応することができない．本研究では，コーパ
ス中に出現する単語を特徴ベクトルで表現し，教師なし
クラスタリングによって同じ意味を持つ単語をひとつの
クラスタにまとめることで，既存の辞書に依らずに単語
の意味を弁別することを目的とする．単語の意味の自動
弁別は，単語の新しい意味や用法の自動的な発見や辞書
編纂作業のサポートに応用できる．
本研究と同様に，クラスタリングによって単語の意味

を弁別する試みがいくつか行われている．Schütze は，
文脈内に出現する単語から構成されるベクトルをクラ
スタリングすることで単語の意味を弁別する手法を提
案している [8]．英語の動詞を対象とした同様の試みが
Fukumoto らによって報告されている [3]．Bordagは，
対象単語を含みかつ互いによく共起する単語の3つ組を
コーパスから生成し，それらをクラスタリングすること
で単語の意味を推定する手法を提案している [2]．Pantel
らは，複数の種類の単語をクラスタリングすることで同
値関係にある単語の集合を自動的に獲得する手法を提案
している [7]．本研究も，これらの先行研究と同様に，単
語を特徴ベクトルで表現し，その特徴ベクトルをクラス
タリングすることで単語の意味を弁別するが，単語を複
数のタイプの特徴ベクトルで表現し，それらを併用して
クラスタリングを行う点に特徴がある [5]．

2 提案手法
提案手法における処理の流れは以下の通りである．ま

ず，意味を弁別する対象単語をwとする．また，コーパ
スにおける wの個々の出現をインスタンスと呼び，wi

で表わす．wiを特徴ベクトル �fiで表現し，�fi を教師な
しクラスタリングによっていくつかのクラスタに分類す

る．同じ意味を持つインスタンス wi がひとつのクラス
タにまとめられたとみなすことで単語の意味を弁別する．
以下，2.1 項では単語の特徴ベクトルについて述べ，2.2
項でクラスタリング手法について述べる．

2.1 特徴ベクトル
本研究では単語の出現を 4種類の特徴ベクトルを用い

て表現する．

2.1.1 隣接ベクトル

隣接ベクトル �niは，wi の直前または直後に現われる
単語でwiを特徴付けるベクトルである．具体的には，wi

の前後 1語の単語の出現形ならびに品詞をベクトルの要
素とする．品詞は茶筌1の品詞体系を用いる．ベクトル
の各要素の重みは，該当する要素が wi の前後に現われ
る場合は 1，それ以外は 0とする．

2.1.2 文脈ベクトル

文脈ベクトル�ciは，wiの周辺に現われる単語で wiを
特徴付けるベクトルである．すなわち，ある 2つのイン
スタンスwiとwj に対し，それらの周辺に同じ単語が出
現していれば，wiとwjが似ている (同じ意味を持つ)と
みなす．ただし，一般に文脈ベクトルはスパースになる
ことが予想される．そのため，wiとwj の周辺に出現す
る単語に重なりがなく，クラスタリングの手がかりとな
る情報が得られない可能性もある．そこで，周辺文脈に
出現する自立語だけでなく，その関連語を �ciの要素に追
加することにより，文脈ベクトルの過疎性を補完する．
まず，コーパスから，単語 ckを行，文書 dlを列とする

共起行列Acを作成する．Acの要素 ai,j は，単語 ckが
文書 dlに出現した回数とする．コーパスとして「Yahoo!
知恵袋」コーパスを用いた．このコーパスはYahoo!知恵
袋 2に掲載された 45,725組の質問と回答から構成される
約 500万語のテキストである．ここでは，質問と回答の
組を 1つの文書とみなした．共起行列Acの行を構成する
単語 ckとして，コーパスにおける出現頻度の上位 20,000
個の自立語を選定した．ただし，コーパス全体の 1割以
上の文書に出現する単語は一般的すぎるとみなして除い

1http://chasen.naist.jp/hiki/ChaSen/
2http://chiebukuro.yahoo.co.jp/
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た．次に，行列Acに対して LDA(Latent Dirichlet Al-
location) [1] を適用した．LDAは，PLSI(Probabilistic
Latent Semantic Indexing) [4] と同様に，トピックと
単語の関連性を表わす確率パラメタを学習する手法で
ある．ここでは，LDAによって得られる確率パラメタ
P (ck|zm)を利用する．zm は隠れ変数であり，直観的に
はトピックを表わす．したがって，P (ck|zm)はトピック
zmと単語 ckの関連の強さを表わす．LDAでは隠れ変数
の数はあらかじめ定める必要があり，本論文では 50と
した．次に，各トピック zmに対し，そのトピックと最
も関連性の高い 300個の単語の集合Zmを作成する．具
体的には，式 (1)の値が高い上位 300個の単語をトピッ
ク毎に選定し，Zmの要素とする．

log
P (ck|zm)

P (ck)
(1)

以上の前処理を経て，インスタンス wi の文脈ベクト
ル �ci を以下のように作成する．文脈ベクトルは単語を
要素とするベクトルとする．もし，wi の周辺に自立語
cij が出現したなら，�ci 中の cij の重みを 1とする．さ
らに，cij が Zm に含まれているなら，Zm 中の残りの
単語について，�ci 中のその単語の重みを 0.5にする．そ
れ以外の単語の重みは 0とする．�ci では，wi の周辺に
出現しない単語でも，周辺に出現する単語と同じトピッ
クを持つとみなせる単語に対しては正の重みを与えるこ
とで，特徴ベクトルの過疎性を補完している．

2.1.3 連想ベクトル

連想ベクトル�ai は，文脈ベクトルと同じく，wiの周
辺に現われる単語でwiを特徴付けるベクトルである．た
だし，ベクトルの過疎性を補完するために，事前にコー
パスから作成された単語の共起行列を用いる点が異なる．
まず，「Yahoo!知恵袋」コーパスから単語の共起行列

Aa を作成する．行と列はともに単語で，コーパスにお
ける出現頻度上位 10,000の単語とする．ただし，コーパ
ス全体の 1割以上の文書に出現する単語は一般的すぎる
とみなして除く．行列Aaの要素 ai,j は，単語 ciと単語
cj が同じ文書に共起した回数とする．次に，Aaの各列
(a1,j , · · · , a10000,j)T を単語 cj の共起ベクトル �o(cj) と
する．すなわち，頻度の上位 10,000語の単語に対して
10,000次元からなる共起ベクトル �o(cj)を得る．
以上の前処理を経て，連想ベクトル �ai を式 (2)のよ

うに定義する．

�ai =
�

cj∈context

�o(cj) (2)

すなわち，�ai は，wi の周辺に現われる自立語 cj に対
する共起ベクトル �o(cj)の和と定義する．ただし，wiの
周辺には現われるが，共起ベクトル �o(cj)が得られてい
ない (出現頻度の上位 10,000の単語集合に含まれない)
単語は無視される．また，クラスタリングの際には，式
(2)のベクトルを大きさが 1になるように正規化する．

2.1.4 トピックベクトル
トピックベクトル �ti は，PLSIによって推定されるト

ピックによって wiを特徴付けるベクトルである．まず，
文脈ベクトルと同様に，単語を行，文書を列とする共起
行列Ac を作成する．ここではAc に対して PLSIを適
用し，トピックと単語の関連性を表わす確率パラメタを
学習する．PLSIの隠れ変数の数M は 50と設定した．
次に，インスタンスwiに対し，wiを含む文書を diと

おく．diを PLSIの学習データに含まれない未知の文書
とみなして，確率パラメタ P (zm|di)をFolding-in [4]と
呼ばれる EMアルゴリズムによって推定する．最後に，
wi のトピックベクトル �ti を式 (3)のように定義する．

�ti = ( P (z1|di), · · · , P (zM |di) )T (3)

すなわち，トピックベクトル �ti は，PLSIの隠れ変数 zj

を要素とし，P (zj |di)を重みとする特徴ベクトルである．
�ti は，正確には wi そのものよりも wiを含む文書 diの
特徴を表わすベクトルである．したがって，�ti によるク
ラスタリングは，同じトピックの文書に現われる単語は
同じ意味を持つという観点で単語の意味を弁別している
とみなせる．

2.2 クラスタリング
本研究では教師なしクラスタリングアルゴリズムであ

る k-means法 [6]を用いて wiのクラスタリングを行う．
k-means法ではあらかじめクラスタの数kを定義する必
要がある．クラスタの数は，ここでは単語の語義の数に
相当する．本来なら単語が持つ語義の数も自動的に決定
するべきであるが，本論文では仮に k = 10とした．語
義の数をどのように決定するかは今後の重要な課題であ
る．また，特徴ベクトル間の類似度はコサイン類似度で
測った．

2.2.1 複数の特徴ベクトルの併用
本研究では 2.1 項で述べた 4種類の特徴ベクトルをク

ラスタリングすることで単語の意味を弁別する．ところ
が，予備実験の結果，意味を最もよく弁別できる特徴ベ
クトルは単語によって異なることがわかった (詳細は 3.2
項で述べる)．このことは，意味を正確に弁別できる素
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性は対象単語によって異なることを示唆する．ここでは，
複数の特徴ベクトルによるクラスタリングの結果を比較
し，最も良い結果が得られると思われる特徴ベクトルを
単語毎に選択することで，クラスタリングの精度を向上
させる手法について述べる．
クラスタリングの結果を C = {Ci}とおく．Ci はひ

とつのクラスタを表わす．Ci を構成する単語をwij，そ
の特徴ベクトルを �vij とする．クラスタリングの良さを
表わす評価尺度 E(C)を式 (4)のように定義する．

E(C) =
�

i

coh(Ci) (4)

coh(Ci) =
1
Ni

Ni�
j=1

sim(�vij , �gi) (5)

式 (5)で定義した coh(Ci) (cohesiveness)は，クラスタ
Ci 内の要素がどれだけ互いに類似しているかを定量的
に測る尺度である．すなわち，coh(Ci) は，クラスタ内
の要素 wij の特徴ベクトル �vij と Ci の重心 �giの類似度
(sim(�vij , �gi)) の平均である．Ni は Ci の要素数を表わ
す．また，E(C) は各クラスタの coh(Ci)の重み付き平
均と定義する (式 (4))．本研究では，E(C)の大きさが
大きければ大きいほど，すなわちクラスタ内の各要素が
そのクラスタの重心と近い位置にあればあるほど，クラ
スタリングが成功しているとみなす．そこで，隣接ベク
トル �ni, 文脈ベクトル �ci，連想ベクトル �ai，トピックベ
クトル �ti を用いてクラスタリングを行い，それぞれの
クラスタリングの結果をE(C)で評価し，最も大きい値
を持つ特徴ベクトルのクラスタリングの結果を最終的な
クラスタとする．
ところが，予備実験の結果，E(C)はクラスタリング

の良さを表わす指標として不適切であることがわかった．
なぜなら，ベクトル間の類似度の値が特徴ベクトル毎に
大きく異なるためである．例えば，3 節の実験において，
2つの隣接ベクトルの類似度は 0.006程度であるのに対
し，文脈ベクトルの場合は 0.0003程度であった．この
ため，E(C)によって異なる特徴ベクトルによるクラス
タリングの結果を比較しようとしても，ベクトル間の類
似度の平均値が大きい特徴ベクトルが常に選択される．
この問題を解決するために，coh(Ci)を式 (6)のように
修正した．

coh(Ci) =
1
Ni

Ni�
j=1

rel-sim(�vij , �gi)

=
1
Ni

Ni�
j=1

sim(�vij , �gi)
maxj sim(�vij , �gi)

(6)

式 (6)における rel-simは �vij と �giの相対的な類似度を
表わす．すなわち，rel-sim(�vij , �gi)の分子は �vij と �giの
類似度，分母はクラスタ内で最も重心との類似度が大き
い特徴ベクトルと重心との類似度である．クラスタ内の
要素と重心の近さを測る際，重心との近さを相対的に評
価することで，特徴ベクトルの類似度の平均値にばらつ
きがあってもクラスタリングの良さをある程度正しく比
較できる．

3 評価実験
3.1 実験手順
まず，単語の意味を弁別する対象単語として以下の 23

個の単語を選定した．

モデル，ネタ，カバー，ウイルス，ソース，肉，
サービス，地方，アルバム，コード，自分，場
合，時間，意味，電話，一緒，目，以前，代，
顔，系，郵便，反応

次に，各対象単語に対し，「Yahoo!知恵袋」コーパスの
中から 100インスタンスをランダムに選択した．これら
を提案する 4つの特徴ベクトルで表現し，k-means法に
よってクラスタリングした．
正解データとして，コーパス中のインスタンスに人手

で語義を付与した．語義は岩波国語辞典の中分類を基準
に定義した．これは比較的荒い意味分類である．また，
岩波国語辞典に該当する語義がない場合は新しい語義を
定義した．語義の数は対象単語毎に異なるが，2～6個
の範囲にある．
クラスタリングの評価尺度として Purity と Inverse

Purity(I-Purity)を用いた．それぞれの定義は以下の通
りである．

Purity(C) =
�

i

|Ci|
N

· Ciの最大適合率 (7)

I-Purity(C) =
�

j

|C�
j |

N
· C�

jの最大再現率 (8)

式 (7)における「最大適合率」とは，クラスタCiに含ま
れるインスタンスの語義のうち最も数が多いものの割合
である．また，N はクラスタリングの対象となる単語の
総数である．すなわち，Purityは，作成されたクラスタ
がどれだけ同じ語義を持つインスタンスを含むかを評価
している．一方，式 (8)におけるC�

j は真のクラスタ (同
じ語義ラベルが与えられたインスタンスの集合)であり，
「最大再現率」はC�

j に含まれるインスタンスを自動作成
されたクラスタで分類したとき，最も数が多いクラスタ
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に属するインスタンスの割合である．すなわち，Inverse
Purityは，真のクラスタに属するインスタンスがどれだ
け同じクラスタに分類されたかを評価している．

k-means法は初期のクラスタをランダムに与える．そ
のため，実験ではクラスタリングを 10回行い．Purity
と Inverse Purityの平均を求めた．

3.2 結果
まず，インスタンス wi を単独の特徴ベクトルで表現

したときのクラスタリングの結果を表 1に示す．

表 1: 特徴ベクトルを単独で用いたときの結果
隣接 文脈 連想 トピック

Purity 0.774 0.736 0.779 0.768

I-Purity 0.270 0.217 0.297 0.282

表 1 の値は，23個の対象語の平均の Purityと Inverse
Purityである．4つの特徴ベクトルのうち，連想ベクト
ルでクラスタリングしたときが Purity，Inverse Purity
ともに最も高かった．
次に，23個の対象単語について，最も高い Purityま

たは Inverse Purityが得られた特徴ベクトルを調べた．
その結果を表 2 に示す3．

表 2: 最も良い結果が得られた特徴ベクトルの内訳
隣接 文脈 連想 トピック

Purity 11 0 7 6

I-Purity 7 0 11 5

文脈ベクトル以外の 3つの特徴ベクトルについては，最
も良いクラスタリング結果が得られる単語の数が均等に
分かれている．この結果，クラスタリングに適した特徴
ベクトルは単語毎に異なることがわかった．

2.2.1で述べた手法，すなわち 4つの特徴ベクトルのク
ラスタリング結果から式 (4),(6)で得られる評価値E(C)
が最も高い結果を選択したとき，Purityは0.791，Inverse
Purityは 0.312となった．これらはいずれも表 1 の単
独の特徴ベクトルの評価値を上回る．この結果，提案手
法による複数の特徴ベクトルの併用が有効であることが
わかった．ただし，実際に選択されたのは隣接ベクトル
とトピックベクトルのいずれかであり，単独で最も正解
率の高い連想ベクトルが選ばれることはなかった．クラ
スタリング結果の評価指標E(C)の更なる改良が必要で
ある．

3Purity の欄の合計が 23 より多いのは，Purity が最大となる特
徴ベクトルが 2 つあるときを重複して数えているためである．

4 おわりに
本研究では，単語のインスタンスをいくつかの特徴ベ

クトルで表現し，それらをクラスタリングすることで，
既存の辞書に依らずに単語の意味を弁別する方法を提案
した．最後に今後の課題について述べる．まず，現在は
クラスタの数 (語義の数)を事前に与えているが，これ
を自動的に決定する方法について検討する必要がある．
また，提案手法は，得られたクラスタの解釈，すなわち
クラスタが単語のどのような意味を表わすかについては
明らかにしていない．この問題に対し，クラスタと既存
の辞書の語義とを自動的に対応付けたり，あるいはクラ
スタが既存の辞書のどの意味にも該当しない新語義を表
わすかを自動的に判別することで，クラスタが表わす単
語の意味の解釈を行うことを検討している．
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